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0 Wstep

2 Fabryki, F1, F2
4 Magazyny, M1, M2, M3, M4
6 Klientow, K1, K2, K3, K4, K5, K6

Koszty dystrybucji towaru

zaopatruje | F1 | F2 | M1 | M2 | M3 | M4
Magazyny
M1 03| -
M2 0.5(04
M3 1.2 105
M4 0.8 0.3

Klientow
K1 1.2 18] - 14| - -
K2 - - 11210313 -
K3 12 - 102 18]201]04
K4 200 - | 17|13 ] - |20
K5 - - - 105]0310.5

K6 1.1 - 120 - [14]15




1 Model Dwukryterialny

Zbiory
e i .k € F - Fabryki
e il € M - Magazyny
e j € K - Klienci

Parametery
e C;; - Koszty transportu dobr z punktow ¢ (fabryka lub magazyn) do
klienta j
o () - Koszty transportu débr z fabryki ¢ do magazynu k

e P, ; - Binarnie okresla czy preferencja klienta zostata spelniona (1) czy
nie (0)
e S; - Poziom satysfakcji klienta j

e D; - Zapotrzebowanie klienta j

Zmienne decyzyjne
e 1, ; - Liczba dobr (w tys. ton) przetransportowana z punktu ¢ (fabryka

lub magazyn) do klienta j

e Yy, - Liczba dobr (w tys. ton) przetransportowana z fabryki & do ma-
gazynu [

Funkcja celu

1. Minimalizacja kosztow dystrybucji

MZTL(Z Civj * Tg 5 + Z i, kCZ,k * yz,k)
1,J
2. Maksymalizacja satysfakcja klienta
W celu maksymalizacji satysfakcji klienta policzymy ile z dostaw do
klientow odbyto sie z preferencyjnych zrodet

Max(z S;x Py j*x;j)

J



Ograniczenia Miesieczne mozliwosci produkcyjne fabryk

Z Tp1; + Z yrie < 150 (1)
j 2

Do xpai+ Y Yk < 200 (2)
‘ k

J

Miesieczna ilosc obshugiwanego towaru przez magazyny

Zlehj § 70 (3)
J

ZxMQ’]' S 50 (4>
J

ZxMS’j S 100 (5)
J

ZxMM § 40 (6)

j
Spetnienie preferencji klienta

in’j = Dj (7>

Wartosci niezerowe
T, Yir = 0 (8)

2 Implementacja
Do implementacji uzyty zostat python z biblioteka pulp https: / /coin-or.github.io/pulp/index.html

Dzieki temu wykorzystujemy zaréwno tatwos$é pythona jak i mozliwosci uzy-
wania roznych solverow (CBC, GLPK, CPLEX, Gurobi...) przez pulpa

Listing 1: Import bilbioteki pulp
import pulp

Listing 2: Iniicjalizacja modelu

model = pulp.LpProblem("Optimal Distribution", pulp.LpMinimize)


https://coin-or.github.io/pulp/index.html

for

for

Listing 3: Zmienne decyzyjne
x —
pulp.LpVariable.dicts ("x",

[(i, j) for i in punkty for j in klienci],

lowBound =0,
cat="Integer ")
y

pulp.LpVariable. dicts ("y",

[(i, k) for i in fabryki for k in magazyny]|,
lowBound =0,

cat="Integer ’)

Listing 4: Funkcje celu
# Objective function components
koszt dystrybucji
pulp . IpSum (
[cost[i]]j] * x[(i, j)] for i in punkty for j in klienci|
)

koszt magazynowania =
pulp . IpSum (
[cost[i][k] * y[(i, k)| for i in fabryki for k in magazyny|

)

# Define objective

model 4=

alpha

x (koszt dystrybucji + koszt magazynowania )
— beta % poziom satysfakcji

Listing 5: Ograniczenia
i in fabryki:
model 4=
pulp.lpSum ([x[(i, j)| for j in klienci|
+ [y[(i, k)] for k in magazyny])
<= mozliwosci_ fabryki|i|
k in magazyny:
model 4=



pulp.lpSum ([x[(k, j)| for j in klienci])
<= mozliwosci magazynu [k|
for j in klienci:
model +=
pulp.lpSum ([x[(i, j)| for i in punkty]) = wymagania klienta|j |

Listing 6: Rozwiazanie problemu

model . solve ()

Listing 7: Przedstawienie wynikow

for v in model. variables ():
print (v.name, "="  v.varValue)

3 Rozwiazanie efektywne

Aby zdefiniowaé¢ rozwiazanie efektywne sprawdzamy sumaryczy obu funkcji
celu dla wartosci «v i beta od 1 do 10
w tym celu napisany zostal kod ktory modyfikuje wartosci o i § w petli

Listing 8: Wyznaczanie alpha i beta

# Varying alpha and beta
for alpha in range(0, 11):
beta = 10 — alpha
alpha /= 10.0
beta /= 10.0

# Update objective function
model.objective = alpha % cost distribution — beta * satisfaction co

# Solve the model
model . solve ()

# Record the results

total cost = value(cost distribution)

total satisfaction = value(satisfaction component)
cost results.append(total cost)

5



satisfaction results.append(total satisfaction)
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